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질의어의 근접성 정보 및 그래프 프로파일링 
기법을 이용한 태그 기반 개인화 검색

(Exploiting Query Proximity and Graph Profiling Method for 

Tag-based Personalized Search in Folksonomy)
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요 약 최근 폭소노미라고 불리는 데이터들이 사용자의 의도 파악 및 흥미를 분석하는 데에 매우 유

용하게 쓰이고 있다. 본 논문은 폭소노미 데이터를 이용한 개인화 검색에서, 기존의 벡터 기반 프로파일링 

및 유사도 계산 모델의 한계점을 지적하고, 이러한 한계를 극복하기 위한 방법으로 그래프 기반의 프로파

일링 및 유사도 계산법을 제안한다. 최종적으로 그래프 기반의 개인화 검색 모델에 추가적으로 질의어간의 

근접성까지 고려한 보다 발전된 개인화 검색 기법을 제안하였다. 본 연구에서는 복수의 데이터셋을 사용한 

객관적인 성능 평가 실험을 통해 제안한 모델이 기존의 벡터 스페이스 모델에 기반한 프로파일링 기법 및 

프로파일 간의 유사도 계산 기법보다 더 뛰어난 개인화 검색 결과를 제공함을 확인하였다. 또한 추가적인 

파라미터 실험을 통하여, 제안하는 모델은 어떠한 형태의 데이터셋에도 쉽게 적용가능함을 보였다.

키워드: 협업적 태깅 시스템, 개인화 검색, 사용자 프로파일, 문서 프로파일

Abstract Folksonomy data, which is derived from social tagging systems, is a useful source for 

understanding a user’s intention and interest. Using the folksonomy data, it is possible to create an 

accurate user profile which can be utilized to build a personalized search system. However there are 

limitations in some of the traditional methods such as Vector Space Model(VSM) for user profiling and 

similarity computation. This paper suggests a novel method with graph-based user and document 

profile which uses the proximity information of query terms to improve personalized search. We 

demonstrate the performance of the suggested method by comparing its performance with several 

state-of-the-art VSM based personalization models in two different folksonomy datasets. The results 

show that the proposed model constantly outperforms the other state-of-the-art personalization 

models. Furthermore, the parameter sensitivity results show that the proposed model is parameter-free 

in that it is not affected by the idiosyncratic nature of datasets.

Keywords: collaborative tagging systems, personalized search, user profile, document profile
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1. 서 론

개인화 검색은 동일한 질의어에 대해 사용자의 선호

도에 따라 서로 다른 분석 결과를 제공하는 검색 기법

으로 다양한 개인의 정보 요구에 맞춤화된 검색 결과를 

제공하여 사용자의 검색 만족도를 높이는 기법이다[1]. 

개인화 검색의 일반적인 수행 과정은 다음과 같다. (1) 

사용자의 관심사를 표현하는 단어들로 구성된 사용자 

프로파일을 구축하고, (2) 문서에 대해 설명하는 단어들

로 구성된 문서 프로파일을 구축한 뒤, (3) 이를 바탕으

로 사용자 및 문서 프로파일의 유사도를 측정하여 그 

유사도가 높은 문서들의 검색 순위를 높여주는 재정렬 

순서로 진행된다. 따라서, 효과적인 개인화 검색을 위해

서는 각 프로파일을 이루는 단어들의 품질이 중요하며, 

프로파일간의 유사도 측정 기법이 정교할수록 그 개인

화 검색의 성능은 증가하게 된다.

본 논문에서는 사용자 및 문서 프로파일을 구성하는 

단어 셋을 폭소노미에 의해 형성된 사용자 태그 정보를 

활용하여 구축하고자 한다. 폭소노미는 다중의 사용자가 

특정 콘텐츠에 협업적으로 태그를 달아 그 콘텐츠의 성

격을 규명하고 분류를 돕는 행위 또는 시스템을 일컫는 

말로 협업적 태깅이라고도 불린다. 이러한 폭소노미 데

이터를 축적하여 활용하는 서비스에는 여러 종류가 있

다. 대표적으로 사용자가 흥미 있는 주제를 몇 개의 단

어로 표현하여 나타내는 Del.icio.us, 사용자가 좋아하는 

노래를 태그하는 Last.fm, 사용자가 좋아하는 사진을 업

로드하거나 태그로 표현할 수 있는 Flicker, 해당 영화

에 대해 사용자들이 영화를 표현하는 태그를 입력할 수 

있게 하는 IMDB 등의 서비스에서 이러한 데이터를 활

발히 이용하고 있다. 해외는 물론 국내에서도 이러한 태

그 기능을 활용하는 서비스들이 증가하고 있다. 이렇게 

서비스를 이용하여 사용자가 직접 남긴 태그 데이터, 즉 

폭소노미 데이터는 사용자의 의도를 명시적으로 파악할 

수 있으며 문서에 달린 태그를 분석하면 해당 문서를 

보다 효과적으로 설명하는 데에 사용될 수 있음이 알려

져 있다[2]. 또한 이러한 폭소노미 데이터를 활용하면 

기존 검색 성능의 향상뿐만이 아니라[3], 개인화 검색의 

성능 향상에도 기여할 수 있다[4].

일반적인 폭소노미 데이터를 활용한 개인화 검색에서, 

사용자와 문서의 프로파일은 사용자가 직접 쓴 태그와 

각 태그의 가중치들의 집합으로 구성된 벡터로 표현된다. 

이 때, 각 태그의 가중치들은 TF(term frequency)[5], 

TF-IDF(term frequency-inverse document frequency) 

[4], BM25[6] 등의 방법으로 계산된다. 하지만, 이러한 

기술들은 프로파일을 구성하는 각 태그 사이의 근접성 

(proximity) 정보를 고려하지 않아 질의어에 대한 사용

자의 정보 요구를 정확하게 파악하는 것에 한계를 지닌

다. 대부분의 사용자 질의어들은 그 길이가 짧고, 뜻이 

모호하여, 질의어 자체만이 아니라 주어진 질의어 간의 

숨겨진 관계를 분석하여 정보 검색 요구에 반영하면 사

용자의 검색 만족도를 향상시킬 수 있다[7].

따라서 본 논문에서 우리는 사용자와 문서의 프로파

일을 기존의 벡터형태가 아닌 그래프 형태로 표현하고 

이를 개인화 검색에 이용하는 방법을 제안한다. 그래프 

형태의 프로파일링 기법은 기존의 기법과는 달리 단어

간의 시맨틱 정보를 표현할 수 있어 각 단어간의 거리 

정보를 측정할 수 있게 된다. 이는 주어진 질의어들이 

해당 프로파일에서 어떠한 관계를 지니고 있는지 파악

하는 단초를 제공하여 최종적으로 근접성 정보를 검색

에 반영할 수 있도록 해준다.

하지만 이러한 그래프 기반의 접근법은 기존 관련 연

구에서 제안된 프로파일 간의 유사도를 계산하는 방식

에도 변화가 필요함을 암시한다. 기존의 관련 연구에서

는 벡터 형태로 이루어진 두 프로파일 간의 유사도를 

계산하기 위해 두 벡터 사이의 유사도를 측정하는 코사

인 유사도[4], 스칼라 유사도[6] 등의 방법을 사용했으

나, 본 연구에서 제안하는 프로파일은 벡터기반이 아닌 

그래프 기반이므로, 두 그래프 간의 유사도를 측정하는 

새로운 유사도 측정법이 필요하다.

따라서 우리가 제안하는 방법은 (1) 질의어와 관련된 

문서들이 반환된 초기 검색 결과에서 (2) 반환된 문서의 

프로파일과 해당 사용자의 프로파일이 얼마나 유사한지 

그래프 기반 유사도 기법으로 계산하고, (3) 이를 최종적

으로 문서 내 프로파일에서 해당 질의어들이 얼마나 긴

밀한 관계를 맺고 있는지 측정한 근접성 값과 융합하여 

최종적으로 개인화된 검색 결과를 사용자에게 제공한다.

본 연구는 사용자 및 문서 프로파일을 모두 그래프로 

나타내며, 특히 문서 내에 위치한 질의어의 근접성 정보

를 검색 결과의 성능 향상에 활용하는 것으로, 폭소노미 

데이터를 활용하여 태그 기반의 개인화 검색에서 처음

으로 제안하는 그래프 기반의 개인화 검색 방법으로 기

존 연구와 비교하여 독창성이 있다. 본 연구에서 제안한 

기법은 기존의 개인화 방법들과 비교하였을 때 월등한 

성능 향상을 보였으며, 또한 질의어간의 근접성 정보를 

활용하여 제안하는 방법에 결합하면 그 개인화 검색 성

능이 일관되게 진보하는 것을 복수개의 폭소노미 데이

터 셋 상에서 검증하였다.

2. 관련 연구

본 장에서는, 본 연구와 관련된 여러 관련 문헌들을 

1) 개인화 검색 2) 폭소노미를 이용한 개인화 검색으로 

분류하여 소개한다. 이어지는 본 장의 세부 부분은 해당 
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분류에 따른 관련 문헌들을 소개한다.

2.1 개인화 검색

현재 개인화 검색은 크게 두 개의 연구 방향으로 나

누어져 있는데, 첫 번째는 질의어 확장(Query Expan-

sion) 방법이며 두 번째는 검색결과 재정렬(Result Re- 

ranking)이다[1]. 본 논문에서는 검색결과 재정렬 개인

화 방식을 활용하여 연구를 진행하였다.

질의어 확장은 사용자에 의해 입력된 초기 질의어를 

수정하거나 검색 결과 향상을 위해 새로운 질의어를 시

스템에서 추가하는 방법이다. 또한, 사용자의 특성을 추

가적으로 반영하기 위해 초기 질의어의 가중치를 조정하

는 방식도 크게 질의어 확장에 해당한다고 볼 수 있다[8].

그에 반해 검색결과 재정렬은 질의어와 문서와의 적합

성(Relevance)만이 반영된 초기의 결과가 주어졌을 때, 

각각의 사용자 선호도를 반영하기 위해 초기 검색 결과

를 재정렬하는 방법이다. 대부분의 개인화 재정렬 방법

들은 다양한 사용자 데이터로부터 개인의 선호도를 추출

하여 이를 바탕으로 사용자 프로파일을 구축하고, 해당 

프로파일에 적합한 문서들을 상위에 올리고, 해당 프로

파일과 관련이 없는 문서를 초기 검색 결과에서 제외하

는 과정으로 개인화 검색을 진행한다. 관련문헌 [9]에서는 

ODP(Open Directory Project) 구조를 이용하여 사용자

와 문서를 벡터로 표현하여 두 벡터간의 거리를 측정하

여 개인화 검색을 수행하는 방식을 제안하였고, 관련문

헌 [10]에서는 통계적 언어 모델을 사용하기도 하였다.

또한, 관련문헌 [11]에서는 해당 사용자의 과거 데이터

만이 아니라 사용자와 유사한 행태를 가지는 사용자들의 

데이터까지 추가적으로 고려하기 위해 추천 시스템에서 

주로 사용되는 협업 필터링(Collaborative Filtering)을 

활용하여 사용자 프로파일을 구축하는 방식이 제안되기

도 하였으며, 관련문헌 [12]에서는 이차 행렬을 특정한 

구조로 분해하는 기존의 특이값 분해 방법(Singular 

Vector Decomposition 혹은 SVD)을 사용자, 질의어, 

문서의 세가지 특성을 반영할 수 있는 삼차 행렬에서 

사용할 수 있게 확장한 CubeSVD 방식을 도입하여 개

인화 검색의 성능을 향상시켰다. 관련문헌 [13]에서는 이

러한 다양한 검색 기법들을 실제 사용자들이 축적한 대

용량 로그 데이터를 활용하여 검증함으로써, 이러한 검

색 기법들이 실제 서비스에서도 사용자의 검색 만족도 

향상에 기여할 수 있음을 보였다.

2.2 폭소노미를 활용한 개인화 검색

태그 기능을 제공하는 서비스들이 최근 증가함에 따

라, 이러한 폭소노미 데이터를 개인화 검색에 활용하는 

방식이 최근 증가하였다. 관련문헌 [5]는 사용자와 문서의 

태그들 중에서 가장 많이 사용된 태그 정보(TF)를 활용

하여 사용자와 문서의 벡터 프로파일을 구축하고, 이를 

바탕으로 초기의 검색 결과를 재정렬 하는 방식을 제안

하였다.

이에 반하여, 관련문헌 [4]에서는 사용자 프로파일을 

구성하는 각 태그의 가중치를 TF-IDF에 기반하여 제안

된 term frequency-inverse user frequency (TF-IUF) 

방법을 통하여 다음과 같이 계산하였다. 

            (1)

식 (1)에서 tf는 사용자가 해당 태그를 사용한 횟수이며, 

N은 총 사용자의 수, nt는 해당 태그를 사용한 사용자

의 수이다. 이와 유사하게 문서 프로파일도 TF-IDF를 

활용하여 term frequency-inverse resource frequency 

(TF-IRF)로 나타낼 수 있다.

또한, 관련문헌 [6]에서는 기존의 BM25 랭킹 모델을 

개인화 검색에 활용하기 위해 사용자 프로파일 내 각 

태그의 가중치를 다음과 같이 계산하였다.

      (2)

식 (2)에서 k1과 b는 2와 0.75로 정의된 파라미터 값이

며, |ul|은 사용자 프로파일 벡터의 길이, avgul 은 전체 

사용자 프로파일 벡터 길이의 평균을 의미한다. 이와 유

사하게 문서 프로파일도 BM25를 이용하여 표현할 수 

있다.

관련문헌 [6]은 벡터 스페이스 기반의 TF-IDF와 통

계적 기법인 BM25를 동시에 활용하여 개인화 검색의 

성능을 보다 더 향상시키기 위한 하이브리드 기법을 제

안하였다.

최근에는 기존의 제안된 TF, TF-IDF, BM25보다 더 

발전된 모델인 Normalized Term Frequency (NTF) 

모델이 관련문헌 [14]에서 제안되었다. NTF 모델에서 

사용자 프로파일 내 태그 tx 의 가중치는 다음과 같이 

계산된다.

                (3)

식 (3)에서 Nc는 사용자 c에 의하여 태그된 문서들의 

개수이고, Nc,x 는 사용자 c가 태그 tx 를 활용한 횟수를 

의미한다. 이와 유사하게 문서의 프로파일도 NTF를 활

용하여 계산된다.

이와 같은 기법으로 계산된 사용자와 문서의 벡터 프

로파일은 코사인 유사도[4]나, 코사인 유사도에 기반을 

둔 여러 벡터 기반 유사도 계산 기법을 활용하여 [6,14], 

두 프로파일이 어느 정도 유사한지 계산하게 된다. 만약 

두 프로파일간의 유사도가 높다면 해당 문서는 사용자

가 주로 관심 있는 주제들과 유사한 문서일 확률이 높
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을 것이며, 반대로 두 프로파일 간 유사도가 낮다면 해

당 문서는 사용자의 질의어와 관련이 높은 문서라고 할

지라도, 사용자가 관심 있는 주제와는 관련성이 상대적

으로 떨어질 수 있음을 의미한다.

관련연구 [15]은 그래프기반의 유사도 측정방식을 개

인화 검색에 활용한 사례이다. 본 연구에서는 여러 사용

자에 의해 협업적으로 구축된 폭소노미 데이터와 질의

어의 근접성 정보를 추가로 활용하여 그래프 기반 개인

화 검색의 성능을 향상시키고자 하였다.

3. 연구 동기

본 장에서는 기존 폭소노미 데이터를 활용한 개인화 

검색 기법의 한계점을 분석함과 동시에 이를 바탕으로 

본 연구에서 제안하는 기법과 기존 기법과의 차이점을 

기술한다.

3.1 사용자 및 문서 프로파일 구축

상기에서 언급한 바와 같이, 기존 폭소노미 기반의 개

인화 검색에서 자주 사용되는 기법인 TF, TF-IDF, 

BM25등은 사용자가 남긴 태그와 그 태그의 가중치만을 

고려하여 사용자 프로파일을 구축한다. 또한, 여러 사용

자가 리소스에 남긴 태그들과, 그 태그들의 가중치를 고

려하여 리소스 프로파일을 구축한다. 그러나 이러한 방

법은 실제 사용자의 정보 검색 요구와 맞지 않는 경우

가 존재한다. 예를 들어, 영화 검색 및 태깅 서비스에서 

제공되는 영화 중에는 미래를 그린 공상과학 영화이지

만 가족간의 사랑의 의미도 일정 부분 담겨있는 영화인 

‘A’가 있다고 가정해볼 수 있다. 해당 영화를 시청한 사

용자들이 남긴 태그들에 기반하여 기존 검색 방식 중에

서 TF 기반의 프로파일 방식으로 표현된 영화 A의 프

로파일은 다음과 같다.

RA = {(미래, 56), (과학, 36), …, (가족, 18), (사랑, 3)}

기존의 방식은 해당 영화에 대한 상대적인 주제를 비교

적 잘 설명하고 있기는 하지만, 각 주제들간의 관계에 

대해서는 명확하게 설명하고 있지 않다. 이는 A를 검색

하기 위해 ‘미래, 사랑’을 질의어로 입력할 경우 해당 영

화 프로파일 중 사랑의 가중치가 크지 않기 때문에 최

종 검색 결과에서 A가 상위에 검색될 확률을 감소시키

는 요인이 된다. 이는 유사한 기법인 TF-IDF, NTF 등

에도 적용되며, BM25 역시 TF와 IDF값을 변수로 포

함하기에 동일한 한계를 지닌다. 

이에 반하여, 본 연구에서 제안하는 방법은 기존 기술

과는 달리 사용자 및 리소스를 태그 기반의 그래프로 

표현한다. 이를 통하여 표현된 그래프 기반의 영화 A의 

프로파일을 이용하면, ‘사랑’의 가중치가 적더라도, 또 

다른 질의어인 ‘미래’와 어느 정도의 근접성을 가지고 

있는지 파악할 수 있어, 이 정보를 통하여 해당 영화를 

검색 결과에서 상위로 올리는 재정렬 과정이 가능해진

다. 실제로 이러한 질의어의 근접성을 이용하여 검색 프

로세스에 반영하게 되면 전체적인 검색 성능 향상에 도

움을 주는 것으로 관련 문헌[7,16]에 나타나 있다. 사용

자 및 리소스에서 그래프 기반의 프로파일을 추출하는 

방법 및 근접성 정보를 고려한 재정렬 과정은 다음 장

에서 자세히 설명한다.

3.2 사용자 및 문서 프로파일간 유사도 계산

기존의 개인화 검색방법에서, 개인화는 사용자 프로파

일과 리소스 프로파일 간의 유사도를 측정하여 이루어진

다. 두 개의 프로파일이 벡터 형식으로 이루어져 있기 때

문에, 이들간의 유사도는 주로 코사인 유사도[4], 스칼라 

유사도[6] 등의 방법을 통하여 측정되었다. 이외에도 폭

소노미 데이터의 특성을 반영한 여러 측정법들이 제안되

었으나[14], 이는 모두 프로파일의 형식을 벡터 기반으로 

표현하는 것을 가정하여 제안되어 그래프 기반 프로파일

의 유사도를 비교하는데 사용하는 것은 한계를 지닌다.

따라서, 개인화를 위해 두 프로파일간의 유사도를 계

산할 때 상기 설명된 기존의 유사도 기법들을 사용하는 

것은 그래프 상에서 주어진 단어간의 시맨틱 정보 및 

그래프의 구조 활용이 불가능하고, 결국 태그의 가중치 

정보만을 이용하므로, 그래프 기반의 프로파일을 활용하

는 방식에는 적절하지 않다. 이에 우리는 그래프 기반의 

프로파일에 특성화된 유사도 기법을 활용하여 사용자와 

문서간의 관련 정도를 측정하고자 한다.

4. 제안하는 방법

본 장에서 제안하는 방법은 크게 다음과 같은 단계로 

이루어진다. 1) 사용자의 질의어와 연관된 리소스들의 

초기 검색 결과를 반환한다. 2) 사용자가 남긴 태그 정

보를 바탕으로 사용자의 프로파일과 초기 검색 결과 내 

리소스의 프로파일을 그래프 기반으로 구축한다. 3) 초

기 검색 결과 내 리소스들의 프로파일과 사용자의 프로

파일간의 유사도를 계산하고 리소스 내 질의어간의 근

접성 정보와 융합하여 최종 개인화 검색 결과를 반환한

다. 이어지는 본 장의 세부 부분에서는 각 과정에 대하

여 자세히 설명한다.

4.1 초기 검색 결과 획득

개인화 검색을 위해선 먼저, 주어진 질의어 q1, q2, …,

qn 의 집합 Q와 어느 정도 연관이 있는 리소스들을 찾

아 초기 검색 결과를 얻어내야 한다. 만약 이러한 과정

을 거치지 않고 바로 사용자와 문서 간의 선호도만을 

고려하여 최종 검색 결과를 제공한다면 사용자의 질의

어와 관련이 없는 문서도 단순히 사용자가 선호할 만한 

주제라는 이유로 검색 결과에 상위에 반영되는 문제가 

발생하게 된다.
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본 논문에서는, 기존의 여러 검색 방법 중에서도 BM25 

모델을 질의어와 문서간의 관련성을 측정하여 초기 결

과를 반영하는 방법으로 사용하였다. 이는 관련 문헌 

[7]에서 BM25 모델이 근접성을 고려하는 모델의 베이

스라인으로 사용하였기 때문에, 관련 연구와의 비슷한 

실험 조건을 형성하기 위하여 해당 기법을 선정하였다.

주어진 문서 r과 주어진 질의어 집합 Q에 관련 정도

를 나타내는 점수 NS(Non-personalized Score)를 구하

는 식은 다음과 같다.

    (4)

식 (4)에서 k1 과 b는 2와 0.75로 정의된 파라미터 값이

며 |r| 은 문서 프로파일 벡터의 길이, avgdl은 전체 문

서 프로파일 벡터 길이의 평균을 의미한다.

최종적으로 전체 문서들 중 질의어 집합 Q에 관한 

NS점수가 높은 문서부터 내림차순으로 초기 검색 결과 

상위에 반환되게 된다. 이때, 반환된 초기의 검색 결과

는 사용자의 질의어 집합 Q문서들간의 적합도만을 고려

하며, 사용자의 선호도는 해당 초기 문서 랭킹에 반영되

어 있지 않다. 따라서, 이 초기 검색 결과를 재정렬하여 

최종 개인화가 반영된 검색 결과를 사용자에게 제공하

게 된다. 본 연구에는 상위에 위치한 50개의 문서를 대

상으로 재정렬을 실시하였다.

4.2 사용자 및 문서 프로파일의 구축

본 연구에서 구축하려고 하는 사용자 및 문서 프로파

일은 그래프 형태이다. 예를 들어, 어떤 사용자 u의 프

로파일은 해당 사용자가 남긴 태그를 그래프의 노드 집

합(Vertex)으로 표현하고, 각 태그 사이의 관계는 링크 

집합(Edge)으로 표현하여 Gu = (V, E) 로 나타낸다. 이 

그래프 Gu 는 방향성이 없고 각 링크는 해당 링크에 연

결된 두 노드 tagi 와 tagj 가 서로 얼마나 가까운지를 

나타내는 가중치 값 wi,j 를 갖는 그래프이다. 가중치 값 

wi,j 는 다음과 같이 정의된다.

          (5)

식 (5)에서 이때 co-occuru 는 태그 tagi 와 tagj 가 사

용자 u에 의해 함께 사용된 횟수로, 그 횟수가 클수록 사

용자 u는 두 태그의 관련성을 높게 정의함을 의미한다.

또한 문서 r의 그래프 기반 프로파일 Gr = (V, E) 에

서 V는 리소스 r에 사용자들이 남긴 태그들을 의미하

는 노드들의 집합을 의미하며, E는 V에 속하는 점들을 

연결하는 링크로, V에 속하는 태그 tagx 와 tagy 의 가

중치 값 wx,y 는 다음과 같이 정의된다.

          (6)

이때의 co-occurr은 태그 tagi 와 tagj 를 리소스 r에 

동시에 사용한 사용자의 총 수로 그 수가 클수록 두 태

그의 관련성이 높은 것을 의미한다. 구축된 그래프 Gu

와 Gr은 계산 편의를 위하여 |V| ×|V| 차원을 갖는 정

사각형행렬 형태로 변환되어 저장된다.

4.3 사용자 및 문서 프로파일간 유사도 계산

본 논문에서는 사용자 프로파일 Gu 와 리소스 프로파

일 Gr간의 유사도 값인 D(Distance)를 구하기 위해 

Closeness[17], Maximum Common Subgraph(MCS) 

[18], Edit Distance[15] 기법들을 활용한다.

Closeness는 두 그래프 간의 형태적 유사성을 집합론

적인 관점에서 측정하는 방법으로, 두 그래프간에 공통

인 노드가 많을수록 두 그래프간의 유사도는 1에 가까

운 값을 갖게 되며, 반대의 경우는 0에 가까운 값을 갖

게 된다. 두 그래프 Gu 와 Gr의 유사도 값 D를 Close-

ness로 구하는 식은 다음과 같다.

    (7)

식 (7)에서, |Gu∪Gr|은 두 그래프 Gu, Gr에 공통되

게 속한 노드 v와 연결된 이웃 노드들 (neighborhood)

의 합집합이며, |Gu∩Gr|은 이웃 노드들의 교집합, n은 

|Gu∪Gr|의 크기를 의미한다.

MCS는 주어진 두 그래프에 공통인 부분 그래프 중 

가장 많은 노드의 개수를 지닌 부분 그래프를 의미한다. 

두 그래프 Gu 와 Gr의 유사도 값 D를 MCS로 구하는 

식은 다음과 같다.

   (8)

식 (8)에서, |Gu|와 |Gr|은 그래프 Gu 와 Gr의 노드의 

개수이고, |MCS(Gu, Gr)|는 Gu 와 Gr의 부분 그래프 중 

가장 큰 그래프의 노드의 개수, max (|Gu|, |Gr|)는 두 그

래프 Gu 와 Gr 중 노드의 개수가 더 많은 그래프를 의

미한다.

그러나 상기의 두 알고리즘은 두 그래프간의 노드 간 

유사도만을 고려하며 링크 정보를 고려하지 못한다는 

한계를 지니고 있다. 이를 고려하여 제안하는 마지막 알

고리즘은 노드 및 노드를 연결하는 링크들의 연결 정보

까지 모두 고려하는 Edit Distance이다. Edit Distance

는 한 그래프가 다른 그래프로 변형될 때까지 필요한 

노드 및 링크의 삭제, 추가 및 교환 등의 작업의 최소 

개수를 의미한다. 두 그래프 Gu 와 Gr의 유사도 값 D

를 Edit distance로 구하는 식은 다음과 같다. 

   (9)

식 (9)에서, C(ε) 는 그래프 Gu 가 Gr로 (혹은 Gr에

서 Gu 로) 변형되는데 필요한 작업의 개수를 의미한다.

두 그래프 Gu 와 Gr의 유사도 값 D는 식 (7)에서 (9) 
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중 선택된 그래프 유사도 계산법에 따라 각각 다른 값

을 갖게 되며 이는 본 논문에서 제안하는 방법의 최종 

성능에 크게 영향을 미친다. 각 식에 따른 실험 결과 변

화 분석은 다음 장에 언급되어 있다.

4.4 근접성 정보를 반영한 최종 개인화 검색 결과

본 논문에서 제안하는 알고리즘은 어떤 문서 r이 사

용자 u의 관심과 얼마나 일치하는지를 4.3장에 소개한 

방법으로 측정함에 동시에, 사용자 u의 질의어 q1, q2, 

…, qn 의 집합 Q가 문서 r 속에서 얼마나 긴밀한 관계

를 갖는지를 측정하여 개인화 검색 결과에 반영한다. 질

의어 집합 Q에 속하는 질의어 q1, q2, …, qn 들의 문서 

프로파일 Gr 내에서의 근접성 값 P(Q, Gr)은 다음과 같

다. 질의어 q1, q2, …, qn 의 집합 Q들의 리소스 프로파일 

Gr 속에서의 근접성 값 P(Q, Gr)은 다음과 같다.

         (10)

       (11)

식 (11)에서, Distance(q1, q2)는 질의어 q1 과 q2 간의 

최단거리이며, n은 질의어의 개수,  maxDistance(Gr)는 

리소스 프로파일 Gr 내에서의 가장 먼 거리로 정규화

(Normalization)를 위한 값이다.

관련문헌 [7]에 따르면, 어떤 두 노드 간의 근접성 정

보는 다음과 같은 두 개의 특성을 지닌다. 첫째, 그래프 

상에서 노드 간의 거리가 작을수록 해당 노드 간의 근

접성 정보는 급격히 커진다. 둘째는 단어들 간의 거리가 

멀더라도 여전히 어느 정도 느슨한 관계를 갖게 되므로, 

근접성 점수가 급격하게 낮아지지 않는다. 이러한 두 가

지 조건을 만족하는 두 노드 간의 거리 정보와 근접성 

정보의 관계는 볼록 곡선(Convex curve)의 형태로 표

현할 수 있다.

따라서, 이러한 볼록 곡선의 형태를 갖는 근접성 점수

를 얻기 위해 DS(Q, Gr)점수를 음수로 변환하고, 실제 

단어간의 거리의 특성을 잘 반영하기 위해 식 (10)과 

같이 Convex 함수로 변환한다. 이때 볼록도의 정도를 

조절하는 는 실험을 통하여 0.6으로 고정되었다(5.3장 

참조).

최종적으로, 우리는 사용자와 문서 간의 유사도와 각 

문서에서 주어진 질의어들이 갖는 근접성 정보를 다음

과 같이 융합하여 최종 개인화 점수 PS(Personalized 

Score)를 제안하고, 이 점수가 높은 리소스부터 최종 개

인화 검색 결과 상위에 반환된다.

      (12)

식 (12)에서, 근접성 정보의 반영도를 조절하는 는 

0과 1 사이의 값으로 값이 0인 경우 질의어의 근접성 

정보는 최종 개인화 검색 점수에 반영되지 않으며, 반대

로 1에 가까워질수록 최종 개인화 검색에 질의어의 근

접성 점수가 영향을 미치는 정도가 증가한다. 본 논문에

서는 값이 0.4인 경우 가장 효과적인 성능을 보임을 

실험을 통해 알아내었다 (5.3장 및 그림 2 의 (b) 참조). 

5. 실 험

본 장에서는 제안하는 방법의 성능 평가를 위한 성능 

평가 프레임워크를 제안하고, 실험을 위해 사용한 데이

터 및 실험 환경을 소개한 후 최종적으로 본 실험의 결

과를 설명한다. 

5.1 성능 평가 프레임워크

개인화 검색의 성능을 평가하는 것은 (1) 실제 시스

템을 이용할 사용자를 고용하여 평가하는 방식과 (2) 검

색 시스템의 로그 데이터를 분석하는 방법, 크게 2가지

로 분류할 수 있다. 첫 번째 방법의 경우 객관적인 성능 

평가를 위해 많은 사용자를 고용하고, 오랫동안 시스템

을 사용하게 하는 비용의 문제가 크게 발생하여, 본 논

문에서는 실제 이용 가능한 데이터들을 분석하여 실험

에 이용하는 방법을 채택하였다.

그러나, 온라인 상에서 접근가능한 폭소노미 데이터를 

개인화 검색의 성능 평가를 위해 바로 사용하는 것은 

여러 가지 어려움이 따른다. 그 중에서도 가장 큰 어려

움은, 그러한 폭소노미 데이터 셋의 경우 질의어에 대해 

어떠한 문서의 적합성을 표현하는 데이터를 획득하기 

어렵다는 것에 있다. 로그 데이터를 분석하여 검색 성능

을 평가하는 경우, 일반적으로 연구자들은 주어진 질의

어에 의해 반환된 검색 결과에서 클릭된 문서들은 그 

질의어의 관련 있는 정답 셋이라고 가정한다. 이와 비슷

하게, 폭소노미 데이터 셋에서 사용자가 태그를 단 문서

는 해당 사용자가 찾고자 하는 문서라고 볼 수 있다. 예

를 들어, 사용자가 어떠한 문서에 ‘개인화’라는 태그를 

달았다면, 우리는 그 문서를 해당 사용자가 ‘개인화’를 

질의어로 입력했을 때 찾기 원하는 문서로 가정할 수 

있다. 따라서, 만약 해당 문서의 순위가 개인화되지 않

은 검색 결과보다 개인화된 검색 결과에서 더 높다면 

우리는 제안하는 방법의 검색 성능이 잘 작동한다고 정

의할 수 있다. 실제로 이러한 성능 평가 프레임워크는 

객관적인 개인화 성능 평가를 위해 여러 폭소노미 기반

의 개인화 검색 관련 문헌 [4,6,14]에서 사용되었다. 본 

논문에서는 해당 사용자가 리소스에 입력한 태그 중 상

위 3개를 질의어로 선정하여 이를 초기 검색 결과를 얻

는데 사용하였다. 이를 위하여, 90%의 태그정보가 사용

자 및 리소스 프로파일을 구축하는데 사용되었고, 10%

의 태그정보가 실험용으로 사용되었다.

5.2 실험 환경

우리는 여러 폭소노미 데이터 셋들 중 데이터의 밀도
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표 1 실험 데이터 셋 소개

Table 1 Description of Datasets Used in Experiment

Data Set # of Users # of Resources # of tags
Avg. # of tags 

in user profiles

Avg. # of tags 

in resource profiles

CiteULike 109 44.04 160.37 64.82 2.87

MovieLens 71.567 10.68 95.58 10.62 9.06

가 그래프 기반의 알고리즘에 가장 큰 영향을 미침을 고

려하여[19], 데이터 밀집도가 상대적으로 낮은 CiteULike 

북마크 데이터 셋(리소스당 평균 태그 수 2.87)과 상대

적으로 높은 편인 MovieLens 영화 데이터 셋(리소스당 

평균 태그 수 9.06)을 실험 데이터 셋으로 선정하였다. 

CiteULike은 사용자들이 관심있는 논문에 대해 직접 태

그를 달아 활용할 수 있게 한 서비스이며 MovieLens는 

영화에 대해 사용자들이 태그를 직접 작성할 수 있게 

한 서비스로 해당 서비스에서 배포된 데이터셋들은 관

련 연구 [14,20]에서 실험 데이터로 사용되었다. 다음 표 

1은 선정된 두 데이터 셋의 속성을 소개하는 표이다.

기존 기법과의 평가를 위하여 우리는 비교 대상으로 

1) BM25로 얻은 초기 검색 결과(baseline) 및 2) BM25 

및 코사인 유사도로 개인화된 검색 결과 (BM25), 3) 근

접성 정보가 고려되지 않은 그래프 기반의 검색 기법 

(공식 (6)에서 =0 인 경우, 이하 graph only)들을 우리

가 제안하는 4) 그래프 기반의 개인화 검색 및 근접성 

정보를 모두 고려한 알고리즘(graph+proximity)과 비교

하였다. 2, 3번 및 최종 우리가 제안하는 방법의 경우, 1

번 베이스라인 방법을 통해 질의어에 적합한 리소스 최

대 50개를 초기 검색 결과로 반환한 결과를 바탕으로 

각각의 알고리즘을 적용한 재정렬 과정을 통해 최종 검

색 결과를 반환하였다.

개인화 검색의 성능 평가 척도로는 주로 MRR, MAP, 

NDCG, Precision @N 등이 사용된다. 하지만 본 연구

에서 사용하는 프레임워크의 경우 주어진 질의어 셋에 

적합한 문서는 전체 문서 중 하나이므로, 복수개의 적합 

문서가 있는 실험 환경에 주로 사용되는 NDCG와 MAP

는 사용할 수 없다. 따라서, 우리는 첫 번째 평가 척도

로 MRR을 사용한다. MRR은 제안하는 방법이 얼마나 

빠르게 사용자가 주어진 질의에 적합한 문서에 도달할 

수 있는지를 측정하는 척도이다. MRR은 다음과 같이 

계산된다.

             (12)

식 (12)에서, n은 평가에 사용된 질의어 집합의 개수

이며, qi 는 쿼리, rank(Rqi) 는 해당 질의어에 적합한 문

서의 최종 검색 결과 내 순위이다.

또한 제안하는 기법의 정확성을 측정하기 위한 척도

로 우리는 P@N을 사용하였다.

           (13)

               (14)

식 (13)에서, N은 최종 검색 결과 내 상위 N개의 문

서이고, 이를 바탕으로, 평균 P@N은 식 (14)와 같이 

얻어진다. 본 논문에서는 상위 5, 10, 20 개의 문서에서

의 P@N을 측정하였다(즉, N=5, 10, 20).

5.3 실험 결과 및 분석

먼저, 3.3에서 제안한 프로파일간의 유사도를 계산하는 

여러 방법 중에 제안하는 알고리즘에 가장 적합한 방법

을 찾아내기 위한 실험을 실시하여 표 2와 같은 MRR 

척도 결과를 얻었다. 이때 식 (10)과 식 (12)의   및 

값은 파라미터 민감도 실험을 통해 각각 0.6과 0.4로 고

정되었다(그림 2 참조). 기존의 개인화 검색 방법인 

BM25와 비교했을 때, Edit Distance (표 2의 ED) 기반 

유사도 계산법은 사용된 데이터 셋에 관계없이 통계적으

로 유의한 우수한 성능을 보였다(Wilcoxon test, p <

0.05). 그러나 그 외에 Closeness와 MCS 그래프 유사도 

계산법은 오히려 CiteULike에서는 기존의 방법보다 더 

낮은 성능을 보였고, MovieLens에서는 성능 향상의 정

도가 통계적으로 유의하지 않은 것으로 나타났다.

이와 같은 결과를 이해하기 위해선, Closeness와 MCS, 

그리고 Edit Distance의 그래프 유사도를 측정하는 차

이를 이해해야 한다. Closeness와 MCS의 경우, 그 세

부적인 알고리즘은 차이가 있으나 본질적으로 두 개의 

그래프가 유사한지를 판단할 때에는 노드 간의 구조적 

유사도 만을 주로 고려한다. 이는 두 개의 그래프가 동

일한 노드를 많이 가지고 있다면 그 정확도가 향상된다

는 장점이 있으나, 본 연구에서 사용하는 두 개의 그래

프는 각각 사용자 데이터에서 추출된 사용자 그래프와,

표 2 두 프로파일 간 유사도 계산법에 따른 성능 차이

Table 2 Performance of Different Similarity Schemes to 

Measure Two Profiles

Data Set
Non-graph based Graph-based

Baseline BM25 Closeness MCS ED

CiteULike 0.355 0.456 0.422 0.400 0.478

MovieLens 0.288 0.364 0.370 0.378 0.392
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문서에 달린 태그로부터 추출된 문서 그래프로 동일한 

노드 집합을 갖게 될 확률이 상대적으로 적어, 노드 간

의 유사성만을 고려하는 기법은 개인화 검색 성능의 향

상을 크게 기대할 수 없는 것으로 보인다. 게다가, 두 

그래프의 공통된 부분인 서브 그래프의 유사도를 비교

하는 MCS와 달리, Closeness의 경우 개념적으로 두 개

의 그래프가 서로 동일한 노드를 지니고 있을 때에만 

확실한 유사도 비교가 가능하여, MCS보다 데이터 특성

에 훨씬 의존적인 경향을 보인다.

이에 반하여, Edit Distance는 그 알고리즘의 간편함

에 비하여 그래프의 구조적 특성 및 각 링크들의 가중

치까지 모두 고려할 수 있게 되어 데이터 셋에 관계없

이 실제적인 그래프 기반의 개인화 검색 성능 향상을 

보이는 것으로 나타난다. 이에 우리는 각 데이터 셋에서 

균일한 향상 정도를 보이는 Edit Distance를 본 그래프 

기반의 프로파일의 유사도를 계산하는 방법으로 최종 

채택하였다.

이를 바탕으로, 그림 1의 (a)와 (b)는 각각 CiteULike

와 MovieLens 데이터 셋에 대한 최종 개인화 성능을 

나타내는 MRR 척도의 결과이고, (c)와 (d)는 정확성 

척도의 결과이다. 이를 토대로 개인화 검색에 관한 다음

과 같은 분석 결과를 도출할 수 있다.

∙두 데이터 셋에서 모두 개인화 검색을 적용하는 것은 

일반적인 검색 결과와 비교했을 때, 큰 성능의 향상을 

보였다. 이는 태그 정보를 활용하여 개인화 검색에 적

용하는 것을 통해 사용자의 검색 만족도를 향상시킬 

수 있음을 의미한다.

∙기존에 폭소노미 기반의 개인화 검색 기법에서 주로 

사용된 벡터 기반의 프로파일링 모델 및 유사도 계산 

기법과 본 논문에서 제안하는 그래프 기반의 프로파

일링 모델 및 유사도 계산 기법을 비교하였을 때, 우

그림 1 개인화 모델에 따른 MRR 및 정확성 변화

Fig. 1 MRR and Precision Performance of Different 

Personalization Models

     (a) parameter (  )    (b) parameter ( )

그림 2 파라미터 변화에 따른 MRR 척도의 변화

Fig. 2 MRR Performance by Varying Parameters

리가 제안한 그래프 기반의 개인화 모델이 기존의 모

델보다 더 좋은 성능을 보여주었다. 또한 비교적 데이

터가 균일하지 않아 프로파일 구축이 쉽지 않은 경우

에도, 제안하는 모델이 더 좋은 성능을 보였다.

∙마지막으로, 그래프 기반의 개인화 모델과 더불어 질의

어의 근접성 정보를 모두 고려하는 우리의 방식이 데이

터 셋에 관계없이 두 개의 평가 척도 모두에서 비교된 

대상들에 비해 더 뛰어난 성능을 가진 것을 보여주고 

있다. 즉, 우리가 제안하는 방법은 다른 기법들과 비교

하여 MRR기준으로 비교 대상에 비하여 평균적으로 약 

7～43%의 유의한 향상(Wilcoxon test, p < 0.05)을 보

였고, 정확성 기준으로는 평균적으로 약 10～58%의 유

의한 향상(Wilcoxon test, p < 0.05)을 보였다.

최종적으로, 그림 2는 우리가 제안하는 방법에서 사용

되는 파라미터들의 값에 따라 변하는 MRR을 기록한 

것이다. 값을 0으로 고정하고 에 대한 민감도 실험

을 수행했을 때, 두 데이터 셋 모두에서 가 0.6정도일 

때 가장 최적의 결과를 얻을 수 있었으며, 이를 토대로 

를 0.6으로 고정한 후 수행한 에 관한 민감도 실험

에서는 0.4정도에서 최적 값에 수렴함을 확인할 수 있었

다. 이러한 결과는 제안하는 모델이 데이터 셋에 관계없

이 항상 일정한 값에서 최적의 성능 향상을 보일 수 있

다는 것을 의미하여, 이를 토대로 제안하는 모델은 데이

터 셋에 독립적이며 파라미터에도 독립적인 알고리즘으

로 향후 실제 서비스에 쉽게 적용 가능함을 의미한다.

6. 결론 및 향후연구

본 논문은 단어간의 근접성을 측정할 수 있는 그래프 

기반의 프로파일링 기법 및 유사도 측정법을 기반으로 

질의어간의 근접성까지 고려한 보다 발전된 태그 기반

의 개인화 검색 기법을 제안하였다. 객관화된 개인화 성

능 평가 실험을 통해 우리가 제안한 모델이 기존의 벡

터 기반의 모델에 비해 개인화 성능을 향상시킨 것을 

확인하였다.
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또한, 그래프 기반 프로파일링 기법은 데이터의 크기

가 커질 경우 복잡도가 증가할 수 있으나, 향후 연구에서 

제안하는 모델을 실제 서비스 환경에 적용하고 이를 통

하여 제안하는 모델의 확장성 및 효용성을 검증하는 것

이 필요하다. 한편, 본 연구에서는 여러 그래프 기반의 

유사도 기법 중에서 Closeness, MCS, Edit distance만

을 사용했으나, 향후 연구에서는 보다 다양한 그래프 기

반의 유사도 기법을 비교하며 제안하는 모델의 성능을 

보다 향상시킬 수 있는 유사도 기법을 찾으려는 노력 역

시 지속되어야 할 것이다.
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